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l 行为克隆（BC）：

方法简单且需要大量数据，且由于只学习单步策略会产生极联误差

l 逆强化学习（IRL）：

不会产生极联误差，但学习cost function需要嵌套RL过程，复杂度高

因此希望设计一个算法，能够直接从示例数据中学习策略，避免复杂计算
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l 𝑐 𝑠, 𝑎 : 𝑐𝑜𝑠𝑡 𝑓𝑢𝑛𝑐𝑡𝑖𝑜𝑛 （即负reward）

l 𝐸! 𝑐 𝑠, 𝑎 ≜ 𝐸[∑"#$∞ 𝛾"𝑐(𝑠" , 𝑎")]

l 𝜋% : 𝑒𝑥𝑝𝑒𝑟𝑡 𝑝𝑜𝑙𝑖𝑐𝑦

l occupancy measure （占用度）: 𝜌! 𝑠, 𝑎 = 𝜋(𝑎|𝑠)∑"#$∞ 𝛾&𝑃 𝑠" = 𝑠 𝜋)

𝐸! 𝑐 𝑠, 𝑎 =?
',)
𝜌! 𝑠, 𝑎 𝑐(𝑠, 𝑎)

l convex conjugate（凸共轭）: 𝑓∗ 𝑥 = 𝑠𝑢𝑝+,-!×𝒜𝑥
.𝑦 − 𝑓(𝑦)

, 

占用度可看作一个非归一化的动作-状态对的分布
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l Optimization function:

max
!"∁

min
$"%

−𝐻 𝜋 + 𝐸$ 𝑐 𝑠, 𝑎 − 𝐸$! 𝑐 𝑠, 𝑎

l reinforcement learning procedure:

𝑅𝐿 𝑐 = 𝑎𝑟𝑔𝑚𝑖𝑛$"% −𝐻 𝜋 + 𝐸$ 𝑐 𝑠, 𝑎

𝐻 𝜋 ≜ 𝐸$ −𝑙𝑜𝑔𝜋 𝑎 𝑠 , 𝛾 − 𝑑𝑖𝑠𝑐𝑜𝑢𝑛𝑡𝑒𝑑 𝑐𝑎𝑢𝑠𝑎𝑙 𝑒𝑛𝑡𝑟𝑜𝑝𝑦

找到的cost function在专家策略上具有较
低的cost,对于其他策略都具有较高的cost

(1)
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l (1)中函数族C为所有𝑅/×1 = {𝑐: 𝒮×𝒜 ⟶ 𝑅} ——容易过拟合
l 加入凸的正则项: ψ : 𝑅/×1→ 𝑅

IRL原始过程：

𝐼𝑅𝐿2 𝜋% = 𝑎𝑟𝑔𝑚𝑎𝑥3,-𝒮×𝒜 − 𝜓 𝑐 + min
!,4

−𝐻 𝜋 + 𝐸! 𝑐 𝑠, 𝑎 − 𝐸!%[𝑐(𝑠, 𝑎)]

Induced Optimal Policy

这里凸性要求不严但必须定义在𝑅"×$上

令�̃� ∈ 𝐼𝑅𝐿%(𝜋&)， 关注𝑅𝐿 �̃� ，即利用RL，基于IRL得出的cost function学习策略
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Proposition 3.1:
RL ∘ IRL2 𝜋% = 𝑎𝑟𝑔𝑚𝑖𝑛!,4 − H 𝜋 + 𝜓∗(𝜌! − 𝜌!%)

l occupancy measure : 𝜌! 𝑠, 𝑎 = 𝜋(𝑎|𝑠)∑"#$∞ 𝑃 𝑠" = 𝑠 𝜋)

l 𝐸! 𝑐 𝑠, 𝑎 = ∑',) 𝜌! 𝑠, 𝑎 𝑐(𝑠, 𝑎)

l convex conjugate : 𝑓∗ 𝑥 = 𝑠𝑢𝑝+,-!×𝒜𝑥
.𝑦 − 𝑓(𝑦)

Proposition 3.2:
𝑆𝑢𝑝𝑝𝑜𝑠𝑒 𝜌!% > 0. 𝐼𝑓 𝜓 𝑖𝑠 𝑎 𝑐𝑜𝑛𝑠𝑡𝑎𝑛𝑡 𝑓𝑢𝑛𝑐𝑡𝑖𝑜𝑛, �̃� ∈ 𝐼𝑅𝐿2 𝜋% , 𝑎𝑛𝑑 �̂� ∈ 𝑅𝐿 �̃� , 𝑡ℎ𝑒𝑛 𝜌5! = 𝜌!% .

l recovered policy exactly matches the expert’s occupancy measure

l one-to-one correspondence between policy and occupancy measure

Induced Optimal Policy
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Conclusion:

l IRL是如下occupancy measure问题的对偶问题:

min
!∈𝒟

−%𝐻(𝜌) 𝑠𝑢𝑏𝑗𝑒𝑐𝑡 𝑡𝑜 𝜌 𝑠, 𝑎 = 𝜌$ 𝑠, 𝑎 ∀𝑠 ∈ 𝒮, 𝑎 ∈ 𝒜

l 恢复得到的induced optimal policy就是对偶问题和原问题的最优解

Induced Optimal Policy

因此可以将IRL看成试图induce得到可以匹配专家策略的occupancy measure
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上述证明了当ψ是常数时，可以求得与专家策略的occupancy measure完全匹配的策略，但并不适用于实际问题

实际上，专家数据都是有限的样本集合，因此高维环境中学得的策略基本不会访问那些数据集中没有出现过的状态

l Motivated by proposition 3.1，将IRL的对偶问题转化为如下形式:

minimi𝑧𝑒
'

𝑑%(𝜌' , 𝜌&) − 𝐻(𝜋)

Apprenticeship Learning

用函数逼近的方式来学习策略

其中， 𝑑% 𝜌' , 𝜌& ≜ 𝜓∗(𝜌' − 𝜌'!)，可以通过修改ψ平滑惩罚不同occupancy measure之间的扰动

在特定的ψ下，上式可转化为学徒学习的算法求解，并拓展到高维环境

(2)
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l 学徒学习的优化目标：

minimi𝑧𝑒
'

max
)∈𝒞

𝐸' 𝑐 𝑠, 𝑎 − 𝐸'![𝑐(𝑠, 𝑎)]

常用的𝒞 ∈ 𝑅𝒮×𝒜是基础函数的线性组合：

𝒞./0123 = ?
/

𝜔/𝑓/: ||𝜔||4 ≤ 1 𝑎𝑛𝑑 𝒞)50617 = ?
/

𝜔/𝑓/: ?
/

𝜔/ = 1, 𝜔/ ≥ 0, ∀𝑖

l Proof:
define indicator function 𝛿): 𝑅"×$ → 𝑅 (示性函数):

𝛿) = 0 𝑖𝑓 𝑐 𝜖 ∁ 𝑎𝑛𝑑 +∞ otherwise

max
)∈𝒞

𝐸' 𝑐 𝑠, 𝑎 − 𝐸'![𝑐(𝑠, 𝑎)] = max
)89𝒮×𝒜

−𝛿) 𝑐 +?
:,2

𝜌' 𝑠, 𝑎 − 𝜌'! 𝑠, 𝑎 𝑐(𝑠, 𝑎) = 𝛿)∗(𝜌' − 𝜌'!)

Apprenticeship Learning

(3)

(3) is a special case of (2)

相当于基于ψ = 𝛿)实现IRL和RL的嵌套过程
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l Cons: too restrictive

当真实的cost function 不包含在∁中时, 学徒学习无法学到比专家更好的策略

l Pros:

可以拓展到高维动作和状态空间

∇6m𝑎𝑥3,7
𝐸!& 𝑐 𝑠, 𝑎 − 𝐸!% 𝑐 𝑠, 𝑎 = ∇6 𝐸!& 𝑐

∗(𝑠, 𝑎) = 𝐸!&[∇6log𝜋6(𝑎|𝑠)𝑄3∗(𝑠, 𝑎)]

where 𝑐∗ = argmax
3,𝒞

𝐸!& 𝑐 𝑠, 𝑎 − 𝐸!% 𝑐 𝑠, 𝑎 ，𝑄3∗ �̅�, j𝑎 = 𝐸!&[𝑐
∗(�̅�, j𝑎)|𝑠$ = �̅�, 𝑎$ = j𝑎]

Conclusion Apprenticeship Learning

fit a cost function 𝑐/∗ using 𝜋<%
take TRPO step to 
produce 𝜋<%&' using 𝑐/∗
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常数正则项可完全匹配专
家的occupancy measure，
但无法在高维空间中实现

示性函数正则项适用
于高维空间，但cost 

function过于局限
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minmax [log( ( , ))] [log(1 ( , ))] ( )
E

D s a D s a H
qp w p w qq w

l p+ - -E E

最小化其与专家策略的occupancy measure的JS散度Goal:

寻找鞍点(𝜋, 𝐷)
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Thanks


